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1 Introduction
Il est possible de synthétiser le problème d’optimisation d’architecture à l’aide de la formu-

lation suivante :

min
λ

Lvalid(w∗(λ), λ) (1)

s.t. w∗(λ) = argminwLtrain(w, λ), (2)

avec λ ∈ Nm → les hyperparamètres architecturaux du réseau de neurones,
w ∈ Rn → les poids du réseau de neurones,
Lvalid|Ltrain → respectivement l’erreur de validation et d’entraînement

On constate qu’il s’agit d’un problème à deux niveaux. (1) correspond au problème d’optimi-
sation "extérieur" et (2) correspond au problème d’optimisation "intérieur". Nous avons choisi
de nous focaliser sur les hyperparamètres architecturaux des réseaux de neurones convolutifs
(CNN).

2 Recherche d’architecture différentielle (DARTS)
Un réseau de neurones convolutif peut être caractérisé à l’aide d’un graphe acyclique direct

(DAG). On définit les noeuds et les arcs du DAG comme suit :
— noeuds x(j) : Addition (

∑
) ou concaténation (

⊕
) des arcs

— arcs o(i,j) : Opérations
x(0) correspond au noeud d’entrée du graphe. Dans notre cas, il s’agit d’une image que

l’on représente sous la forme d’un tenseur à 3 dimensions. Chaque arc applique un traitement
spécifique sur le tenseur qu’il reçoit en entrée.

o(i,j) : Rhi×li×pi → Rhj×lj×pj

xi 7→ y(i,j) = o(i,j)(xi)
x(j) =

∑
i

y(i,j) ou x(j) =
⊕

i

y(i,j) (3)

On définit 8 choix d’opérations possibles sur les arcs. Pour les 8 choix, il a 4 opérations qui
ne possèdent pas de poids à entraîner. L’objectif est de trouver pour chaque arc l’opération
qui minimise l’erreur de validation.

Le problème (1) peut être défini comme un problème d’optimisation de boîte noire discrète.
Il existe de nombreux algorithmes conçus à cet effet tels que les algorithmes évolutionnaires ou
les algorithmes d’apprentissage par renforcement. Ces méthodes permettent d’obtenir de bons
résultats cependant elles sont très coûteuses à mettre en place. Il faut 2000 GPU jours pour



l’apprentissage par renforcement (RL)[2] (sur CIFAR10) ou 3150 GPU jours (sur CIFAR10)
pour les algorithmes génétiques [3].

Afin d’éviter ce processus coûteux, Liu et al (2019)[1] a proposé de transformer le problème
d’optimisation discret en un problème d’optimisation continu. Pour ce faire, on remplace chaque
arc par un mélange d’arc. Le mélange d’arc correspond à une somme pondérée des 8 opérations
possibles.

o(i,j)(x(i)) =
∑
o∈O

eλ
(i,j)
o∑

o′∈O eλ
(i,j)
o′
× o(x(i)) (4)

O correspond à l’ensemble des opérations possibles (Card(O) = 8) sur l’arc reliant le sommet
i au sommet j. Le graphe qui contient des mélanges d’arcs est appelé hypergraphe. Le réseau
de neurones associé à cet hypergraphe est appelé hypernetwork.

Afin de ne pas avoir à réentraîner l’hypernetwork pour chaque nouvelle valeur λ, Liu et al
(2019)[1] optimise le problème (1) en alternant l’actualisation de w et λ :

wt+1 ← wt − ηw.∇wLtrain(wt, λt)
λt+1 ← λt − ηλ.∇λLvalid(wt+1, λt) (5)

Cette approche permet de trouver une solution en 1 GPU jour cependant elle a tendance à
converger vers des topologies de réseau peu profondes. Il existe plusieurs explications possibles
à de tels résultats :

1. Les opérations sans poids permettent au réseau de neurones de converger plus rapidement.
Par conséquent, les gradients sur ce type d’opérations seront plus forts.

2. L’entraînement de l’hypernetwork permet d’éviter d’avoir à entraîner indépendamment
chaque architecture. Cependant, on remarque un phénomène de coadaptation entre les
différentes opérations. On se retrouve confronté à un problème de sélections de variables
corrélées.

3. La corrélation entre les performances du réseau discrétisé et du réseau continu n’est pas
forcément établie.

4. L’approximation du gradient sur les hyperparamètres (hypergradient) entraîne un biais
d’horizon court terme.

L’objectif de cette communication porte sur l’étude de ces limites et des améliorations pos-
sibles.
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